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RESUMO

A pesquisa apresentada neste artigo analisou angeséo do algoritmoandom forestna
previsao do retorno futuro dos principais indicas haiores bolsas de valores do mundo, por
meio de precos historicos de negociacdo. Utiliznusma amostra composta pelas cotacdes
diarias de 35 indices das maiores bolsas de vatlwresundo, no periodo de 2001 a 2019.
Além do algoritmaandom forestforam estimados modelos com base no algoritmarérde
decisdo e empregando a técnica de regressao dagishs modelos foram estimados
considerando-se 0s pre¢os maximos e de fechanassio; como o periodo completo e a sua
divisdo em subperiodos. Os resultados indicaranogukesempenhos dos modelos estimados
foram superiores a média de mercado, sendo gamdom forestapresentou os melhores
resultados. Todos os modelos treinados com bas@reges maximos dos indices tiveram
desempenho superior aos treinados com precos Hanfiento. Além disso, os modelos de
subperiodos apresentaram melhores desempenho® parmlom forest A eficiéncia dos
mercados na forma fraca foi questionada em conttitemporaneo da ascensado do uso de
algoritmos de inteligéncia artificial (IA) para pigdo em financas. O estudo é relevante, pois
contribui para a literatura de uso de algoritmoslAlena previsédo de precos de ativos no
mercado financeiro. Os principais indices das meaidiolsas de valores do mundo foram
analisados, gerando subsidios gerais que poderiaauwme orientacdo de pesquisas futuras na
area.

Palavras-chave:Random Forest. Inteligéncia Artificial (IA). Preg@io de Precos. Hipotese de
Mercados Eficientes (HME). Bolsa de Valores.

ABSTRACT

The research presented in this article analyzed pedormance of theandom forest
algorithm in predicting the future return of theimandices of the largest stock exchanges in
the world, through historical trading prices. A gaencomposed of the daily quotes of 35
indices of the largest stock exchanges in the wioolch 2001 to 2019 was used. In addition to
the random forest algorithm, models were estimdiaded on the decision tree algorithm and
using the logistic regression technigue. The model® estimated considering maximum and
closing prices, as well as the complete period isndivision into sub-periods. The results
indicated that the performances of the estimatedetsovere superior to the market average,
and the random forest presented the best regliltsiodels trained on the maximum prices of
the indices performed better than those trainedlosing prices. In addition, the subperiod
models performed better for the random forest. &tfieiency of markets in the weak form
has been questioned in the contemporary contetkieofise of the use of artificial intelligence
(Al) algorithms for forecasting in financ&he study is relevant as it contributes to the
literature on the use of Al algorithms in forecagtasset prices in the financial market. The
main indices of the largest stock exchanges invtbdd were analyzed, generating general
subsidies that can help guide future researchearatba.

Keywords: Random Forest. Artificial Intelligence (Al). Pridéorecast. Efficient Markets
Hypothesis (HME). Stock Exchange.
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Algoritmo Random Forest para Previsdo de Comportameto de Precos de Ativos 47

1 INTRODUCAO

Prever a direcdo de indices do mercado financewma tarefa importante para os
agentes econdmicos, tais como investidores, furelasrretoras, jA que uma predicao
razoavel possibilita 0 aumento potencial dos gaiBB©OU; ZHANG; SORNETTE; JIANG,
2019). Assim, ha um forte interesse académico euti®s profissionais em prever precos
futuros dos ativos negociados nos mercados finexc@IAVED AWANet al, 2021).

Nesse contexto, destaca-se a Hipotese de Mercacierid (HME). De acordo com
Fama (1970), um mercado eficiente é aquele noa@piptecos sempre refletem plenamente a
informacé&o disponivel. Assim, a HME implica que, emdia, um investidor ndo poderia
obter um retorno anormal. Porém, as condicGeslastpor Fama (1970) para a eficiéncia sao
ideais, possibilitando retornos anormais a padipadtenciais ineficiéncias.

Desse modo, ao longo das décadas, diversos aganftesaram essa possibilidade.
Inicialmente, conforme Caliskan Cavdar e Aydin @Q2studos que abordaram a previsao
de precos para obtencdo de retornos anormais r@aduwefinanceiro eram realizados usando
técnicas estatisticas de séries temporais. Contlds, ndo se mostraram tdo adequadas
devido a complexidade do fenbmeno. Ferreira, Gandor@ardoso (2021) afirmam que,
recentemente, 0 avanco de técnicas computacionaibditou o emprego de algoritmos
ligados a inteligéncia artificial (IA), assim, o prego desses algoritmos para previsdo dos
precos de ativos se tornou um tema importante tdd@&s

Dentre tais algoritmos, destaca-seanadom forest(floresta aleatdria), que apresenta
um bom desempenho de previsdo de precos de atvamencado financeiro (KALRA;
GUPTA; PRASAD, 2019). Esse algoritmo pode ser amrsido um desenvolvimento de
outro algoritmo de IA: a arvore de decisdo. Con®@hosh, Jana e Sanya (2019)andom
forest € um conjunto de arvores de decisdo, que sao \d#gielas para obter um melhor
desempenho de previsdo em comparacao a apenaswomea a

Diante do exposto, a pesquisa apresentada negje t@te como objetivo analisar o
desempenho do algoritrrandom foresna previsédo do retorno futuro dos principais ieslic
das maiores bolsas de valores do mundo, por meead®s historicos de negociacdo. Para
tanto, foram propostos e cumpridos 0s seguintestivbg especificos: (a) comparar o
desempenho deandom forestem relagdo a outras técnicas de previsao; (b)iidan se

diferentes periodos de analise podem ser assocamlodesempenho do algoritmo; (c)
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verificar se diferentes tipos de precos histérd®segociacdo podem melhorar a previsao do
retorno de mercado do dia seguinte.

O estudo apresentado € relevante, considerandspsetas académicos e praticos, tais
como: (i) a importancia de ferramentas de previz@a os agentes do mercado financeiro
(ZHOU et al.,2019; WU, WANG, SU, TANG; Wu (2020); (ii) o focapdestudo em diversos
mercados ao redor do mundo, e ndo apenas em melicddoduais (como abordado em boa
parte dos estudos prévios); (iii) a contribuicdbedatura sobre o crescente emprego de 1A em
financas (FERREIRAL al, 2021); e (iv) o teste da HME (FAMA, 1970, 199y sua forma

fraca, sob diferentes contextos.

2 REFERENCIAL TEORICO

Segundo Zhotet al. (2019), prever a direcdo de indices de mercadma tarefa
importante para os agentes econdmicos. Esses suefoecam que esse tipo de previsédo é
indispensavel para investidores, fundos e corrgtosendo que uma predicdo razoavel
possibilita 0 aumento potencial dos ganhos de rdercélesse sentido, os avancgos da IA tém
possibilitado o desenvolvimento de predicdes maezipas, dando suporte a decisdes de
investimento (ZHOLkt al, 2019). Ratificando o exposto, Vétial. (2020) afirmam que o uso
de algoritmos de IA para prever precos de ativaaniteiros com base em dados historicos é
um novo direcionamento para essa tecnologia.

Contudo, deve-se destacar que, segundo a HiMiIEpQri, ndo seria possivel prever os
precos de ativos financeiros de forma a obter metoacima da média, ja que esses precos ja
refletiriam informagdes dos ativos, conforme o hie eficiéncia do mercado (Fama, 1970,
1991). Shynkevich, McGinnity, Coleman, BelatrecHa €017) ressaltam que, em sua forma
fraca, a HME considera que os precos de mercadgoderiam ser previstos a ponto de
permitir retornos anormais com base em dados hieg)rpois estes ja estariam refletidos nos
precos correntes dos ativos. Porém, salienta-semrego de ferramentas cada vez mais
sofisticadas por parte dos agentes econémicosfiparale previsdo de precos de ativos no
mercado financeiro, em especial, algoritmos deSAYNKEVICH et al, 2017). Diante do
exposto, uma vez que o estudo apresentado ndagte amtlisa se modelos de IA baseados em
precos historicos de negociacdo de indices (daassapos) podem explicar o retorno futuro
dos mesmos, considerando-se o0 desempenho meditattares de bolsas de valores ao redor

do mundo, foi proposta a Hipotese 1 (H1):
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H1 — E possivel prever o retorno futuro dos princigadices das maiores bolsas de valores
do mundo a partir de dados histéricos, modeladosnmmio de algoritmos de IA, obtendo
resultados superiores a média de mercado e @statisinte significantes.

E importante destacar que, previamente ao empredgécdicas de IA, de modo geral,
eram empregadas técnicas estatisticas tradicioespgcialmente, regressao. Contudo, elas
nao se mostraram tdo adequadas a complexidadendmdao (CALISKAN CAVDAR,;
AYDIN, 2020). Assim, com 0s avan¢os computacionalgpritmos de IA passaram a ser
empregados para tal, sendo que diversos estudoframosgjue eles obtém resultados
superiores aos de técnicas tradicionais (RAJAB; BMA, 2019; LONG; LU; CUI, 2019;
SADORSKY, 2021). Por outro lado, é importante rikasgue alguns estudos tém destacado
desempenhos similares entre os obtidos por algusitae IA e de técnicas estatisticas
tradicionais (PARRAY; KHURANA; KUMAR; ALTALBE, 2020 JAGGI et al, 2021);
enquanto outros apresentam resultados inferiorgsetka inteligéncia em relacdo as técnicas
tradicionais (JANG; LEE, 2019). Diante do expostonsiderando a maior parte dos estudos
prévios da literatura, desenvolveu-se a Hipoteg$¢22:

H2 — Modelos de IA apresentam desempenho estatistidansaperior a técnicas estatisticas
tradicionais como a regressao logistica para pevi® retorno futuro dos principais indices
das maiores bolsas de valores do mundo.

Dentre os algoritmos de IA utilizados para previd&oprecos de ativos financeiros
com bom desempenho, destaca-sarmlom forestKALRA et al, 2019). Trata-se de um
algoritmo que constitui um conjunto de arvores éeishio, desenvolvidas para obter um
melhor desempenho de previsdo em comparagdo contnicearvore de decisdo (GHOSH
et al, 2019; RIBEIRO; COELHO, 2020). Segundo Maimon & (2014), a arvore de
decisdo € uma associagcao dos possiveis resultadasal série de alternativas relacionadas.
Neste sentido, a cada passo é escolhida uma Vagaeemelhor divide o conjunto de
amostras e diferentes medidas ou critérios de atvipodem ser usados, formando
ramificacdes. Trata-se de uma hierarquia de peaguid tipo “sim/n&o”, na qual as questdes
especificas feitas dependem das respostas dadarg@stas anteriores, com 0S ramos se
espalhando a partir da questao original até queraspmsta apropriada seja obtida (HUANG,
YANG; CHUANG, 2008). Diferentes medidas de impureracritérios de divisdo podem ser
usadas em arvores de decisdo, tais como: impurgzae@tropia de informacédo ou erro de
classificacioKYOUNG-SOOK; SOOKYUNG; HONGJOON®018).

Diante do exposto, pode-se dizer queandom forestt uma melhoria do algoritmo

das arvores de decisao, pois, ao invés de utdipanas uma arvore de decisdo, utilizam-se
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vérias arvores (GHOSE al, 2019). Isto &, cada arvore funciona como um ifleador e, ao
fim, combinam-se as decisfes de cada uma das sr@relassificador deandom foreste
integrado e gera multiplas arvores de decisdo,zandlo subconjuntos selecionados
aleatoriamente de amostras e variaveis de treinam&HAIDEM; SAHA; DEY, 2016).
Dessa forma, o processo de ajuste do algoritm@dom forestpossui a caracteristica de
descorrelacionar as arvores, 0 que, na média, asré@vores finais menos variaveis e mais
confiaveis, diminuindo averfitting De acordo com Wat al. (2020), o algoritmo deandom
forest de forma geral, tem sido bem sucedido como unodoédle classificacdo e regressao.

Com base no exposto, foi proposta a Hipétese 3: (H3)

H3 — O desempenho do algoritrmandom foresipara prever o retorno futuro dos principais
indices das maiores bolsas de valores do munddiagedados historicos € estatisticamente

significante e superior ao do algoritmo arvore deisho.

Ressalta-se que sdo empregados diferentes perdedobservacdo nos modelos de
random foresbbservados na literatura (0 que gera mais e/owsnebservacgoes); sendo que
tais periodos variam desde alguns meseasg, (KALRA et al, 2019) a mais de uma década
(e.g, SADORSKY, 2021). Por se tratar de um modelo de de emprega
exemplos/histéricos para classificacdo, esperansia gue diferentes nimeros de observacéo
influenciem o desempenho do mesmo. Chen e Hao )2@tificam essa expectativa ao
prever indices apenas com dados historicos a plertoutros modelos de IA. Ademais, por
serem aplicados mais recentemente, € esperado Qoden de predicdo de técnicas mais
sofisticadas como candom forestse reduza em periodos mais recentes em relac@&tesqu
mais antigos, devido a precificacdo do uso do mesordorme a HME. Assim, foram
elencadas as hipéteses 4a e 4b:

H4a — Modelos de IA que empregam um maior numero de wvhgées na estimacao
apresentam desempenho estatisticamente superiaelagéo aqueles que empregam um

menor numero de observagodes.

H4b — Modelos de IA estimados para a primeira décadaédale XXI tém desempenhos
estatisticamente superiores em relacdo aguelenagkis para a segunda década do mesmo

século.

Por fim, a maioria dos estudos que aborda a pr@dea retornos diarios de indices ou
outros ativos financeiros utiliza o pre¢co de fechato como base para tak.d,
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SHYNKEVICH et al, 2017; CAO; LIN; LI; ZHANG, 2019). Todavia, Goreridovak e
Velu&ek (2016) propéem o uso dos precos maximos digaos isso, uma vez que haveria
uma menor volatilidade desses valores em compamgsiao fechamento, pois, ao final do
pregdo, os resultados tenderiam a variar mais. Bm estudo, os autores supracitados
concluiram que modelos que utilizavam precos masjnen detrimento aos que utilizam
precos de fechamento, apresentaram desempenhadosuf@@ndo assim, foi proposta a
Hipotese 5 (H5):

H5 — Modelos de IA que empreguem precos maximos paraulcaldo retorno tém
desempenhos estatisticamente superiores em rekpdeles que empregam precos de
fechamento.

Para estimacdo dos modelos e realizacdo das andéisgesquisa, foram empregados
diversos procedimentos metodolégicos. Tais procexios, essenciais para o0

desenvolvimento do estudo, sé@o descritos detalhemtama sec¢ao seguinte.

3 METODOLOGIA

O estudo tem caréter descritivo e quantitativociéinente, foram identificadas as
maiores bolsas de valores do mundo. Para talgtpiida a classificacdo do sltevestingdo
ano de 2022. Apos essa identificacao, foi realizadvantamento dos principais indices de
cada bolsa e coletado sdicker (cddigo) no siteYahoo!Finance Destaca-se que o
Yahoo!Financeem sido apontado como importante fonte de dadas grevisao de precgos de
ativos com base em algoritmos de 1A (JAVED AWANal, 2021). A informacédo dackers
foi fundamental para coleta de dados referentedt@gdes diarias de cada indice a partir do
software R e das fungbes do pacot@uantitative Financial Modelling Framework
(quantmod). Trata-se de um pacote desenvolvido@&aque auxilia agentes de mercado no
teste e no desenvolvimento de modelos de negociagaduercado financeiro (Ryaet al,
2020).

Na composi¢do da amostra foram selecionados 3Befmdipresentados na Tabela 1.
Salienta-se que dickersdos indices das bolsas Shanghai Stock Exchanperelsen Stock
Exchange ndo foram passiveis de serem analisadogjuantomod, sendo excluidos da
amostra. As cotacdes desses indices foram coletdsequéncia diaria entre os anos de

2001 e 2019. Optou-se pelo encerramento da colete?2@19, devido a emergéncia da
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pandemia de Covid-19, em 2020, que afetou drastinteros precos dos ativos em diferentes

mercados (AVELAR; FERREIRA; SILVA; FEREIRA, 2021).

52

Tabela 1 — Informagfes sobre os indices componentisamostra

indice Ticker Pais / Regido Continente
DAX AGDAXI Alemanha Europa
Euro Stoxx 50 ASTOXX50E Alemanha-Zurique Europa
S&P Merval M.BA Argentina Américas
S&P/ASX 200 ~AXJO Australia Oceania
ATX AATX Austria Europa
BEL 20 "BFX Bélgica Europa
Bovespa "BVSP Brasil Américas
S&P/TSX "GSPTSE Canada Américas
S&P CLX IPSA APSA Chile Ameéricas
Shanghai (SSE) 000001.SS China Asia
Shenzhen Component (SZSE) 399001.5Z2 China Asia
Hang Seng AHSI China Asia
KOSPI ~KS11 Coréia do Sul Asia
IBEX 35 NBEX Espanha Europa
Down Jones ADJI Estados Unidos Américas
Nasdaq 100 ANDX Estados Unidos Américas
Nasdaq AIXIC Estados Unidos Américas
S&P 500 AGSPC Estados Unidos Américas
PSEI Composite PSEI.PS Filipinas Asia
OMX Helsinki 25 AOMXH25 Finlandia Europa
CAC 40 AFCHI Franca Europa
AEX AAEX Holanda Europa
BSE Sensex ABSESN india Asia
Nifty 50 ANSEI india Asia
IDX Composite NKSE Indonésia Asia
ISEQ Overall NSEQ Irlanda Europa
TA 35 TA35.TA Israel Asia
Nikkei 225 ~N225 Japao Asia
KLCI ~KLSE Malasia Asia
wwwé. fsanet.comeibta K580
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S&P/BMV IPC AMXX México Américas
NzX 50 ANZ50 Nova Zelandia Oceania
PSI 20 PSI20.LS Portugal Europa
FTSE 100 "FTSE Reino Unido Europa

MOEX IMOEX.ME Russia Europa

SMi ASSMI Suica Europa

Taiwan Weighted ATWII Taiwan Asia

BIST 100 XU100.1S Turquia Europa

Fonte: Elaborada pelos autores.

O algoritmo derandom forestfoi empregado para fins de classificacdo, com o
proposito de prever se o preco do ativo iria sohirdescer no pregdo seguinte, a partir de
informacgdes passadas, tal como proposto por Shigtketal. (2017). Para o treinamento do
modelo, foram empregados 80% dos dados da amdsf@UNG-SOOK et al, 2018),
parcela selecionada de forma aleatdria. Com relagdaimero de arvores geradas, para cada
modelo de cada indice, foram testados valores &Bt(quinze) e 60 (sessenta), de forma a se
atingir o melhor desempenho (FACEe&t al 2021). Foram também testados valores mais
baixos e mais altos. Valores abaixo de 15, patan@g amostras, ndo fornecem condi¢des de
ajuste do algoritmo, tendo em vista o elevado nander variaveis preditoras. Além disso,
encontraram acuracia mais baixa. Valores acimaOd&a®bém encontraram acuracia mais
baixa, além de que, quanto mais arvores, maiat@ace deverfitting

Para mensurar o desempenho dos modelos, utilz@acuracia. Trata-se de uma
mensuracao adequada para problemas de classifif@d@&LI et al, 2021), tal como o caso
de prever se o retorno do indice sera positivo egativo no dia seguinte. A férmula para

calculo da acurécia é dada pela Equacéo 1.

N2 de previsdes corretas 1
Acuriciao = - ® 100 (1)
N2 de obserracies

Para testar H2, foi utilizada como técnica estatidradicional a regressao logistica.
Esta pode ser entendida como “uma forma espedalida regressao que é formulada para
prever e explicar uma variavel categérica binadaiq grupos), e ndo uma medida de
dependéncia métrica” (HAIR Jet al, 2009, p. 225). Verifica-se, assim, a sua adeaéaci
problema de classificacdo enfocado. Com vistagste tlas hipoteses H4a e H4b, os modelos

foram estimados tanto para o periodo completo (28@19) quanto para dois subperiodos: a
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primeira década (2002010) e a segunda década (2€2119) deste século. Com vistas ao
teste de H5, foram empregados os retornos baseadqsecos maximos historicos.

Em todos os modelos, foram usados retornos dideasma janela que variou entre 1
(um) e 30 (trinta) dias para prever a evolucao tda ano dia seguinte, abordagem similar a
empregada por Caet al. (2019). Para estimar o desempenho do modelo, &atquelo
calculo da acurécia (conforme Equacdo 1), calcutaghartir dos dados de teste (20% da
amostra, previamente selecionada de forma aleptdkigFigura 1 apresenta a forma de
treinamento e teste do modelo, com base no modamd de Ferreirat al. (2021) para

previsao de precos de ativos financeiros com bhasé\e

Figura 1 — Fluxograma do Processo de uso de Algambs de IA Para Previsao de
Precos de Ativos Financeiros.

Coleta dos dados de entradarecos histéricos de negociaca
(tanto maximos quanto de fechamento) dos principdises
das maiores bolsas de valores do mundo.

=4

Transformacéo e selecdo dos dadoalculo
dos retornos (considerando precos maximog-e
de fechamento) e criacédo de defasagens.

\ 4

Treinamento do Otimizagdo de parametros:
modela uso de 80% variagdo da janela de retornos entfe
da amostra 1 e 30 dias; e variacdo do paramefo

de numero de arvores entre 15 e

A

Avaliacdo do desempenho do
modelo:uso de 20% da amostra e
célculo da acuracia.

Fonte: Elaborado pelos autores com base em Fereeimh (2021)

A andlise dos resultados do estudo foi realizada base em: estatistica descritiva,
teste de Shapiro-Wilk e teste t de Student. A prartécnica foi empregada para descrever os
resultados obtidos pelos modelos estimados, enguateste de Shapiro-Wilk foi utilizado
para analisar a normalidade da distribuicdo ddPes. sua vez, o teste t de Student foi
empregado para testar as hipoteses propostasutme€l nivel de significancia adotada nos

testes foi de 1% e 5%. Todos os dados foram tratadanalisados a partir do software R,
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utilizando os seguintes pacotes: Grammar of Data Manipulatiorfdplyr); Breiman and
Cutler's Random Forests for Classification and Rsgion (randomForest); caTools;
Classification and Regression Trainitigare}; quantmodieXtensible Time Serig€gts); Plot

‘rpart’ Models(rpart.plot);Recursive Partitioning and Regression Trégart); e Tidyverse.

4 RESULTADOS E DISCUSSAO

4.1 Andlise dos modelos

Nesta subsecéo, sdo apresentados os resultadesatopbnho dos modelos baseados
nos algoritmos de lIArandom forest arvore de decisdo, e a técnica de regresséasiitagi
considerando-se os diferentes periodos. A Tabalardsenta os resultados gerais de acuracia
para cada modelo durante os diferentes horizoptepdrais, o teste de Shapiro Wilk e as
estatisticas descritivas para todos 0os modeloenBaise que o referido teste apresentou que

a distribuicdo da maior parte dos dados foi normal.

Tabela 1 — Resultados gerais de acuracia dos modekstimados

Random Forest Arvore de decis&o Regresséo logistica
2001-| 2001- | 2011-| 2001- | 2001-| 2011-| 2001-| 2001- | 2011-
2019 | 2010 | 2019 | 2019 | 2010 | 2019 | 2019 | 2010 2019
Estat. descritivas
Média 056 059 0,57 0,54 055 054 054 0,55 0,55
Mediana 056 0,59 0,57 0,54 055 055 0,54 055 50,5
Desvio-padréo 0,01 0,02 0,02 0,02 0,02 0p2 0,02 030, 0,02
Coefic. de variagdo| 0,03 0,04 0,04 0,03 0,04 0/03,030 0,05 0,04
Minimo 054 054 0,52 0,52 051 05 0,51 0,51 0,52
Maximo 060 0,65 0,61 0,60 0,63 059 0,58 0,63 0,60
Shapiro-Wilk 098 097 097 087 094 0,93 0,98 0,93 0,91

Nota: ** e * indicam que a variavel é estatisticamengmiicante a 1% e 5%, respectivamente.
Fonte: Resultados da pesquisa.

De acordo com a Tabela 1, verificou-se que a miéeliacuracia do algoritmrrandom
forestfoi préxima a 58% em todos os modelos, assim chouwve uma baixa dispersdo em
torno da média (de acordo com o desvio-padrao)amnmeédia de acuracia foi obtida para o
modelo estimado para a primeira metade do século(39%) e a menor para o periodo geral

(56%). Salienta-se que o valor maximo obtido serief previsdo do indice S&P CLX IPSA

OSH0)
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do Chile, na primeira metade do século XXI (64,886, acuracia minima se referiu ao indice
ISEQ Overall da Irlanda (52,1%), na década seguinte

No que se refere ao algoritmo arvore de decisadfjooel-se que a acuracia média
ficou em torno de 55%, também com baixa dispergdidoeno da média. Tal como no caso
do algoritmo anterior, a maior média de acuracieoltida para o modelo estimado para a
primeira metade do século XXI (55%). Porém, a menédia obtida se referiu a segunda
metade do referido século (54%). Ressalta-se qualay maximo de acuracia obtido se
referiu a previsdo do indice S&P/BMV IPC do Méxica primeira metade do século XXI
(63%), e, 0 minimo, se relacionou ao indice SM&dé&a (50,8%) na mesma década.

Por fim, em relacdo aos modelos estimados comrzsegressao logistica, verificou-
se que a acuracia meédia ficou em torno de 55%jpoodn uma maior dispersdo em torno da
média, quanto comparada com os modelos anteridigssm como no caso do algoritmo
random forest,a mais alta média de acuracia foi obtida para deloestimado para a
primeira metade do século XXI (55%) e a menor paneeriodo geral (56%). Tal como
observado no caso do algoritmo arvore de decisgiach-se que o valor maximo obtido se
referiu a previsédo do indice S&P/BMV IPC do Méx{62,8%) na primeira década do século
XXI, enquanto o valor minimo se referiu a acurddiaindice SMI da Suica (50,8%), na
mesma década.

Com base nos resultados apresentados na Tabelan$hoétante destacar que 0s
modelos estimados a partir do algoritmamdom forestapresentaram resultados superiores
aqueles obtidos por meio da arvore de decisao regtassao logistica. Mesmo para casos
especificos, os valores maximos de acuracia obpdogsses algoritmos ficaram aquém do
obtido por meio daquele. A Figura 2 ilustra o dgsemmo dos referidos algoritmos para o

modelo geral.

Figura 2 — Desempenho dos algoritmos.
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Fonte: Resultados da pesquisa.

Nesse caso, verifica-se que o desempenho minimidooht partir do algoritmo
random foreseé proximo a mediana do desempenho obtido a mhsiroutros dois modelos.
Apesar de a superioridade camdom foresem relacédo ao algortimo de arvore de deciséo e
da regressao logistica, € importante destacaragios apresentaram desempenho superior ao
esperado com base na média de mercado: foram absservcoeficientes altos (e
estatisticamente significantes a menos de 1,0%gste t de 16, 11 e 10 para os modelos de
random forest arvore de decisdo e da regressao logistica, aspmente. Dessa forma,
ratifica-se H1.

Considerando as hipoteses H2 e H3 propostas,ifiaadb o teste t para avaliar se tais
discrepancias entre os modelos seriam significateBabela 2 apresenta esses resultados.
Verifica-se que os modelos obtidos a partir do rtig random foresforam estatisticamente
superiores ao algoritmo arvore de decisdo em todgseriodos analisados, ratificando H3.
Porém, ndo foram verificadas diferencas signifieamstatisticamente entre o desempenho do
algoritmo IA de arvore de decisao e da técnicaedeessao logistica, o que corrobora apenas

parcialmente H2.

Tabela 2 — Resultados gerais do teste t.
Algoritmo/técnica comparado(a)s | 2001-2019 2001-201®011-2019

Random forest e Arvore de decisao 5,6%% 5,9** 6,8**

Random forest e Regresséo logistica 6,3*t 5,6* x5 2
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Arvore de decisdo e Regressdo 0,61 -0,15 -1,5

logistica

Nota: ** e * indicam que a variavel é estatisticamengngicante a 1% e 5%, respectivamente.
Fonte: Resultados da pesquisa.

Ja na Tabela 3, tém-se os resultados do testizbidmpara as diferentes subamostras.
Ao se analisar as subamostras temporais, foramazbtlguns resultados discrepantes. No
caso do algoritmaandom forest verificaram-se diferencas estatisticamente dicpmtes
entre o desempenho dos modelos estimados parar&ulyzee o modelo geral, sendo este
inferior aqueles. Entre as subamostras, ademaisicoa-se que os modelos estimados a
partir da primeira década foram superiores estaisente aqueles estimados a partir da
segunda década. Tal achado corrobora H4b, mas AdoNb caso da regressao logistica,
também se verificaram resultados superiores doselm®daseados em subperiodos em
relacdo ao periodo geral, porém ndo houve discegspstatisticamente significantes entre
0s modelos estimados a partir de subperiodos. lRay lado, no caso do algoritmo arvore de
decisdo, ndo houve quaisquer diferencas estatstit@ significantes entre os subperiodos.

Tais constatagdes implicam que n&o se pode coaptmwialmente H4a nem H4b.

TABELA 3. RESULTADOS DO TESTE T PARA AS SUBAMOSTRAS.

Subamostras Random Arvore de Regresséo
comparadas forest deciséo logistica
2001-2019 e 2001-2010 -4,6%* -1,6 -2,1*
2001-2019 e 2011-2019 -2,3* 0,31 -1,9*
2001-2010 e 2011-2019 2,3* 1,7 0,57

Nota: ** e * indicam que a variavel é estatisticamengngicante a 1% e 5%, respectivamente.
Fonte: Resultados da pesquisa.

Por fim, a Tabela 4 apresenta as estatisticasitiesside todos os modelos estimados
usando precos historicos maximos como dados deatnginto e teste, assim como 0s
resultados do teste t realizado para estes emacelags modelos que usaram precos de
fechamento. Verifica-se que o desempenho dos mededando precos maximos foram
superiores tanto para os algoritmos de IA guanta paregressao logistica. Porém, houve
uma maior dispersdo em torno dos resultados. @#ades do teste t demonstram que todos
0os modelos treinados e testados com base em pregrsnos obtiveram desempenhos

superiores aqueles com base em precos de fechamagificando H5.
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Tabela 4. Estatisticas descritivas dos modelos estidos baseados em precos

mMaximos
Random Forest Arvore de deciséo Regresséo logistica

2001- | 2001- | 2011- | 2001- | 2001- | 2011- | 2001- | 2001- | 2011-

2019 2010 2019 2019 2010 2019 | 2019 | 2010 | 2019
Estat. descritivas
Média 0,59 0,60 0,60 0,56 0,57 0,57 560, 0,57 0,57
Mediana 0,58 0,60 0,59 0,56 0,57 0,57 0,56 0,57 0,57
Desvio-padréo 0,03 0,02 0,02 0,03 0,03 ,030 | 0,02 0,03 0,02
Coef. de variagdo| 0,04 0,04 0,03 0,05 0,05 0,06 0,04 0,05 0,04
Minimo 0,55 0,55 0,57 - - - - - -
Maximo 0,64 0,69 0,64 0,62 0,64 0,65 ,590 0,65 0,62
Shapiro Wilk 0,97 0,92** 0,92* | 0,98 0,94 0,97 0,97 0,92** 0,97
Teste t S4, 1% 2.8% 45% | 3,8 2.8% 4 1% | -3,0% 20% 37

Nota: ** e * indicam que a variavel é estatisticamengngicante a 1% e 5%, respectivamente.
Fonte: Resultados da pesquisa.

Figura 3. Desempenho geral dos algoritmos
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Nota: RRPF equivale aos modelos de random forest trenadm precos de fechamento (PF); RRPM equivale
aos modelos de random forest treinados com preéasmas (PM); ADPF equivale aos modelos de arvore de
decisao treinados com precos de fechamento (PHPM\Bquivale aos modelos de arvore de decisédo tlesna
com precos maximo (PM); RLPF equivale aos modelesraejressédo logistica treinados com precos de
fechamento (PF) RLPM equivale aos modelos de regodsgistica treinados com precos maximos (PM).

Fonte: Resultados da pesquisa.

4.2 Discusséao dos resultados

A partir dos resultados, diversas consideracoesesohplicacdo do algoritrtandom
forest para explicar o retorno futuro dos principais ¢edi das maiores bolsas do mundo a
partir de dados histéricos foram ressaltadas nguigs Primeiramente, evidenciou-se que
todos os modelos desenvolvidos com base em algwittle IA e da regressao logistica

OSH0)
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tiveram desempenho superior & média de mercaddmAdem-se que nem todas as
informacgdes passadas foram precificadas pelo mercadiue vai de encontro ao esperado
com base na forma fraca de eficiéncia de mercastackda por Fama (1970; 1991). Destaca-
se que resultados semelhantes foram reportadosspotos que empregaram algoritmos de
IA no mercado financeirce(g, SHYNKEVICH et al, 2017;KYOUNG-SOOKet al, 2018;
CAO et al, 2019; WUet al, 2020), em geral com menor abrangéncia de meraboapitais

do que a da amostra dessa pesquisa. A constatefgigar os achados da literatura e a
importancia das discussdes acerca da HME e o dontex automatizacdo de decisdes de
investimento baseadas em IA. Dessa forma, ratifssoHi1.

Ademais, verificou-se que o0os modelos baseados gorimho random forest
apresentaram resultados superiores aos da arvoieasdo, assim como da regressao
logistica. Esses resultados reforcam o bom desdropdm referido algoritmo para modelos
de previsdo, tal como destacado por Kataal. (2019). Porém, nado foram verificados
desempenho estatisticamente superiores por pastenddelos baseados no algoritmo arvore
de decisdo em relacdo os estimados com base emssagrlogistica. Nesse caso, 0s
resultados obtidos foram similares, o que parecécan que nem todos os modelos de
previsdo baseados em IA podem superar os obtidgmrér de técnicas estatisticas
tradicionais. Resultados semelhantes, apesar ds, r&o encontrados na literatura recente,
tais como os de Parragt al. (2020) e de Jaggit al. (2021). Dessa forma, ndo é possivel
ratificar totalmente H2.

Verificou-se que o desempenho dos modelos basesan@goritmorandom forest
foram superiores aos baseados em arvore de detadesultado era esperado, considerando
gue aquele algoritmo emprega diversas arvores endeaima para previsdo (Ghoshal,
2019), podendo ser considerado um evolucao dotetgpde arvore de decisdo. Assim, tal
achado corrobora o proposto em H3.

No que se refere aos periodos de analise, obseevauie, quando empregados 0s
subperiodos, os desempenhos foram superiores gerélmdo completo, tanto no caso do
random forestquanto da regresséao logistica. Esse resultadaordobora o esperado com
base em Chen e Hao (2017). No que se refere aoslesdaaseados no algoritmo de arvore
de deciséao, contudo, ndo foram constatadas dif@sesignificantes entre as subamostras.
Portanto, ndo foi possivel ratificar H4a. Entretanterificou-se que o desempenho dos
modelos baseados no algoritmendom forestda primeira década do século XXI foram
superiores estatisticamente aquelas da segunddaddcaeferido século. Este resultado pode
ser compreendido como uma “precificagdo” do mercaeferente ao emprego de tais
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algoritmos, o que reduziria paulatinamente o retoemormal possivel a partir deles,
corroborando parcialmente H4b.

Por fim, tal como apresentado por Gorenc Novak le&ek (2016), algoritmos de 1A
treinados e testados com base em precos maximasseaparam um desempenho
estatisticamente superior aqueles que empregaregnpde fechamento. Apesar dos ultimos
serem empregados de forma mais recorrente no caeuletorno de acées, a sua volatilidade
afetaria negativamente o desempenho das previslespmo apontam os autores. Dessa
forma, a constatacdo de que o0s precos maximos qacalo dos retornos possibilitam
acuracia maior dos modelos ratifica H5. O empregssd medida, apesar de menos
recorrente, orienta as decisdes dos agentes deadweda mesma forma que o0s precos de
fechamento, e pode ser empregada em replicacoestddos anteriores que utilizaram a
cotacao de fechamento, possivelmente, melhoramgse@mpenho dos modelos estimados em
Shynkevichet al. (2017) e Caet al. (2019), por exemplo.

Diante do exposto, verificou-se que a HME, em sumé classica, carece de debates
no contexto de ascensao de algoritmos de IA. Olos@odem ser amplamente empregados
pelos agentes de mercado, no processo de avaldgdativos e tomada de decisdo de

investimento.

5 CONSIDERACOES FINAIS

A pesquisa apresentada neste artigo visou analdesempenho do algoritrnandom
forestna previsédo do retorno futuro dos principais ieslidas maiores bolsas de valores do
mundo, por meio de precos histéricos de negociaP@wa tanto, foram desenvolvidos
modelos baseados no referido algoritmo, assim aoonalgoritmo de arvore de deciséo e a
técnica de regresséo logistica para o periodo 0 22019.

Os resultados da pesquisa evidenciaram a posaiiéide se obter retornos superiores
a média de mercado a partir de algoritmos de |&ddos com base em dados histéricos.
Nesse caso, verificaram-se evidéncias que questiandME em sua forma fraca, a partir do
advento tecnologico da IA e de seu uso por meiagimtes econdmicos. Destaca-se que o
algoritmorandom forestapresentou desempenhos superiores tanto ao algadé arvore de
decisdo, quanto de regresséao logistica em todpsrésdos analisados. Todavia, os modelos
baseados em arvore de decisdo, apesar de estensalgaritmo de IA, ndo superaram o

desempenho daqueles de regresséao logistica. Tethtagho levanta questionamentos sobre a
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superioridade de pelo menos parte dos algoritmoBAdem relacdo a técnicas estatisticas
tradicionais para previsdo de precos no merca@ndeiro.

Constatou-se ainda que o emprego de subperiodastig@namento dos modelos
baseados emandom forestapresentaram desempenhos superiores aos baseadodoeo
periodo de analise. Apesar de inesperado, taltaglkupode ser explicado pelo fato de os
subperiodos apresentarem idiossincrasias tempaopas auxiliaram no treinamento do
modelo. Ademais, o fato de os modelos da primeéeada do século XXI apresentarem
resultados superiores aqueles da segunda década g&d consequéncia de uma
“precificacdo” do mercado referente ao emprego a@e #lgoritmos, o que reduziria
paulatinamente o retorno anormal possivel a pddies considerando a HME. Por fim,
verificou-se que o emprego de precos maximos (¢nmumto de precos de fechamento) para
treinamento dos modelos gerou desempenhos sueenréodos os modelos. As evidéncias
para uso desses precos para treinamento de malgeldsséo bastante robustas com base nos
parametros estabelecidos na pesquisa ora apresentiEmandam atencao dos académicos e
agentes do mercado financeiro.

Diante do exposto, o0 estudo desenvolvido traz una sle contribuicbes a pesquisa
sobre o emprego de algoritmos de IA para previsdopiecos de ativos no mercado
financeiro: (i) obtiveram-se evidéncias robustagpdssibilidade de previsdo de precos para
obtencéo de retornos anormais por meio de algosittheolA nas principais bolsas de valores
do mundo; (ii) evidenciou-se a superioridade dm@imo random foresem relacdo ao seu
“predecessor” (arvore de decisdo) e da técnicaedeessao logistica; (iii) verificou-se que
técnicas estatisticas tradicionais podem apresatg#sempenhos similares aos de alguns
algoritmos de IA; e (iv) concluiu-se que o empregpoprecos maximos para treinamentos
desses algoritmos apresenta resultados supermreale precos de fechamento.

Como estudos futuros, sugere-se 0 emprego de algostmos de IA para previsdo
dos indices empregados neste estudo, tais coms medeais artificiaisk-nearest neighbors
(KNN), naive Bayes e/osupport vector machingSVM). Sugere-se, ainda, empregar as
principais acdes de cada bolsa em detrimento deesydassim como empregar outros dados
de treinamento, tais como indicadores técnicosmAdisso, 0 uso de precos maximos em
detrimento de precos de fechamento para treinanmssita muito importante considerando
outros algoritmos. O emprego de processamentangedgem natural (PLN) também poderia
auxiliar no uso de analise de sentimentos paranapar os modelos como outra forma de

treinamento.
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